基于“特征-结构”融合影响力分析的城市道路网络关键路段识别
[bookmark: OLE_LINK21][bookmark: OLE_LINK22]摘 要：为精准识别对城市道路网络运行效率具有重要影响的关键路段，通过融合路网拓扑结构与交通时变特征构建基于图注意力网络的关键路段识别模型（Graph Attention Network for Key Segment Identification Model，GAT-KSI）。首先，基于交通时变特征，利用图注意力网络（Graph Attention Network, GAT）得到量化邻居路段间运行状态影响强度的特征影响力分数；其次，结合邻居路段拓扑结构信息，得到量化邻居路段间交通流潜在传播能力的结构影响力分数；然后，融合特征影响力分数与结构影响力分数测算路网中邻居路段间“特征-结构”融合影响力。在此基础上，利用邻居路段间融合影响力改进PageRank模型实现关键路段排序。最后，基于深圳市路网数据构建路段级联失效“负载-容量”模型，仿真模拟高峰与平峰两种典型交通情境下关键路段拥堵失效过程。通过网络效率指标评估不同方法识别的关键路段拥堵失效对路网运行效率的冲击程度，网络效率降幅越大，表明所识别关键路段对路网影响越显著，从而反映各方法的关键路段识别能力。结果显示，在高峰和平峰时段，GAT-KSI模型识别结果中排名前20的路段拥堵失效时，城市道路网络效率分别下降55.9%和50.0%；相比之下，度排序、介数中心性排序、传统PageRank模型与引力模型等基线方法在各自识别结果中排名前20的路段拥堵失效时，网络效率下降幅度介于20.0%~43.9%之间，表明GAT-KSI模型在不同交通时段均能识别出对城市道路网络运行效率具有重要影响的关键路段，可为城市交通流量调控与应急响应等提供决策支持。
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快速城市化进程在推动路网规模扩张的同时，也加剧了路网结构的复杂性，给城市交通系统的稳定运行提出了新挑战。另一方面，频发的风险事件（如自然灾害、突发事故和道路施工等）可能导致城市网络出现结构性破坏或功能性失效，进而降低局部路网的服务水平，甚至造成交通中断[1]。因此，精准识别城市道路网络中易受风险影响且失效后导致路网整体服务能力显著下降的关键路段，量化其失效对路网的动态冲击，并据此制定针对性的治理策略，是提升城市道路网络韧性与应急响应效能的重要途径。
城市道路网络中关键路段识别可为交通流管控优化提供理论依据。在复杂网络建模中，路段及路段间的交通流交互关系可分别被抽象为节点和连边。因此，复杂网络中关键节点的研究成果可为关键路段识别提供理论支持与方法借鉴。现有针对复杂网络中关键节点识别的相关研究可分为三类：一是基于网络拓扑结构的复杂网络理论，研究节点的静态重要性[2]，该类方法以静态图论模型为基础，通过节点度、介数中心性等拓扑指标解析节点重要度，在揭示节点间物理连通性层面具有良好的解释力，然而其底层假设“时空维度上均匀分布的交通需求”与动态演化的现实交通场景存在矛盾，典型代表包括中心性指标[3]和K-shell算法[4]等。二是将静态拓扑结构指标与交通运行指标相结合的多维度评估方法，该类方法旨在克服纯静态分析的局限，通过引入客流量、饱和度或延误等动态运行数据，在拓扑结构重要性之外纳入实际交通负荷因素，从而评估节点的“功能重要性”。如Huang[5]等通过网络拓扑结构特征与客流量融合来评估交叉口的重要性，此类方法的核心局限在于动静态特征间的融合机制难以捕捉复杂的非线性时空关联，本质上仍受限于静态分析。三是基于动态数据与机器学习的智能评估方法。该类方法利用交通流、出行时间等时空动
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态数据，依托图神经网络（Graph Neural Network, GNN）等深度学习架构的强大表征能力，评估关键节点的时空动态特性[6-9]。如Rezaei等[10]提出了扩展机器学习方法（Extended machine learning，EML），该方法利用支持向量回归在部分网络上进行训练，以预测其他节点的影响力；Chen等[11]提出了基于Transformer的复杂网络关键节点识别方法，通过聚合节点自身及邻居信息构建输入序列识别关键节点，在21个合成与真实网络中验证了有效性。此类方法能够显著提升关键节点的识别能力，但深度学习技术聚焦于特征融合层面[12]，仍难以突破时变特征建模与拓扑结构静态表征割裂的局限，且在实际应用过程中，现有方法难以有效捕捉邻居节点间的相互依赖关系，导致其评估结果难以反映真实网络的空间关联特性。
路段失效仿真是验证关键路段识别效果及量化其动态影响的关键手段。城市交通中，因风险事件造成的局部拥堵或瘫痪引发的交通流重分配可能触发连锁拥堵反应，该现象称为级联失效[13]。级联失效模型主要有耦合映像格子（Coupled Map Lattices，CML）模型[14,15]、负载-容量模型[16]、沙堆模型[17]、OPA（ORNL-PSerc-Alaska）模型[18,19]等。其中，CML模型使用非线性混沌映射和空间耦合模拟节点状态级联传播，可揭示复杂时空动力学关系但物理意义抽象，难以直观应用于交通工程；沙堆模型作为自组织临界性（self-organized criticality，SOC）理论的典型代表，可模仿节点“沙粒”堆积超临界阈值崩塌后节点“负载”的传递机制，能刻画幂律失效规模但缺乏可匹配应用场景的参数调整能力；而“负载-容量”模型则主要分析节点负载与其承载能力的关系，当节点负载超过其承载能力时引发级联失效，是使用过程最直观、灵活的方法，广泛用于基础设施鲁棒性分析[20]。
综上所述，为精准识别不同交通时段下城市道路网络关键路段，本文构建基于图注意力网络的关键路段识别模型（Graph Attention Network for Key Segment Identification model，GAT-KSI）。针对现有研究中静态分析方法难以反映交通流动态演化过程、动静态融合方法难以捕捉复杂的非线性时空关联及智能评估方法过度聚焦特征融合等问题，本文引入图注意力网络（Graph Attention Network, GAT），通过其生成的特征影响力分数显式量化邻居路段间运行状态的影响强度，进而反映邻居路段间交通状态的非线性关联。在此基础上进一步融合路段拓扑结构构建邻居路段间“特征-结构”融合影响力，突破传统深度学习方法过度聚焦特征融合的局限。同时，以融合影响力改进PageRank模型实现关键路段排序。最后，基于路段级联失效“负载-容量”模型对关键路段拥堵失效后的拥堵传播过程进行仿真分析，验证关键路段识别的可靠性并量化其拥堵失效对路网性能的动态影响。
1 问题描述
城市道路网络定义为有向图G=(V,E,A)，其中，V={v1,v2,v3,...,vn}为节点集合，n为节点总数，E为各个节点的有效连边集合。A为城市道路网络G的邻接矩阵，若节点vi与vj相邻且可达，则Aij为1，否则为0。将城市道路网络中单向路段作为节点，以路段间是否存在实际交通流关系为连边，路段交通流指向的路段为当前路段的邻居路段。如图1所示，路段①的邻居路段为路段③、路段⑧和路段⑥。


图1 城市道路网络中基于交通流向的路段关系图
城市道路网络中，由突发事故、流量饱和等因素引发的路段拥堵失效是影响路网效率的常见风险之一，且路段拥堵失效易通过邻居路段关联扩散形成连锁拥堵，显著降低路网整体效率[21]。在路段拥堵失效扩散过程中，部分路段由于在路网结构中处于关键位置，或在交通流组织中承担重要功能，其拥堵失效更易引发广泛的级联效应，是影响城市道路网络稳定性的关键路段。因此，本文聚焦城市道路网络中关键路段的识别问题，核心是通过量化路段间影响关系、构建GAT-KSI识别模型精准识别关键路段并评估其失效对路网的动态影响。该问题可分解为三个关键环节，首先是结合路段交通时变特征与拓扑结构，刻画邻居路段间影响关系；其次是依据邻居路段间影响关系，评估路段关键程度；最后模拟关键路段拥堵失效对路网性能的动态影响。基于问题特性与建模需求，本文基于以下前提开展研究：
1）研究对象为城市道路网络中具有单一交通流向的路段。每条道路可划分为两个相对方向的路段，分别对应不同的交通流方向。
2）将邻居路段之间的相互影响关系分解为特征影响力与结构影响力，其中特征影响力体现邻居路段间运行状态的影响强度，结构影响力体现邻居路段间交通流的潜在传播能力。
3）关键路段进入拥堵失效状态后并非完全丧失通行能力，而是部分冗余交通流向邻居路段转移，进而引发拥堵失效的级联传播，即拥堵失效的扩散源于冗余交通流的再分配，而非路段的彻底瘫痪。

2 城市道路网络关键路段识别模型
2.1  基于图注意力网络的特征影响力量化
GAT是针对图结构数据设计的神经网络模型，一方面能够有效聚合路网的拓扑结构、节点特征，据此对节点状态进行分类，且分类准确率普遍优于传统机器学习模型[22]；另一方面，GAT中注意力机制能为相邻节点分配差异性权重，自动调整关注点，增强重要信息的提取能力[23]。同时，在GAT中采用多头注意力机制可将单一的注意力过程并行执行多次，能够学习到节点间更复杂的影响关系。因此，本文设计路段运行状态分类任务训练GAT，通过多头注意力机制学习邻居路段间差异性权重，表征邻居路段间特征影响力。
2.1.1   GAT模型输入
GAT的输入为路段初始特征矩阵Q和路段初始标签矩阵L，输出为每个路段在某个时间段的运行状态特征表示及邻居路段间的特征影响力分数。
1）路段初始特征矩阵Q
路段的初始特征包括路段通行速度、路段通行时间、路段通行车辆数。为充分捕捉各路段的交通特性，对不同时段的路段特征进行统计分析，得到时段内路段平均通行速度（Vm）、通行速度方差（Vs）、平均通行时间（Tm）、通行时间方差（Ts）、平均通行车辆数（Gm）、通行车辆数方差（Gs）、拥堵速度阈值（Jm）及通行效率(Sr)。其中，拥堵速度阈值（Jm）指路段在交通运行中被判定为进入拥堵状态的速度下限；通行效率(Sr)指实际通行能力与理论最大通行能力之间的比值。路段初始特征矩阵可表示为式（1）。

        （1）
2）路段初始标签矩阵L
为实现GAT对邻居路段间特征影响力的精准测算，需为每条路段构建初始标签，作为GAT训练的参考依据。采用文献[24]提出的密度峰值聚类算法（Clustering by Fast Search and Find of Density Peaks, DPC）实现路段初始标签矩阵构建。该方法通过在特征空间中识别具有较高局部密度且远离其他高密度点的样本作为类中心，从而实现对样本的高效聚类，适用于复杂且分布多样的交通特征数据。因此，本文使用DPC算法对路段初始特征矩阵Q进行分类，依据分类结果将路段分为三类运行状态，并按照各类别中路段的通行效率由低到高将三类运行状态分别标记为“阻塞”“拥挤”和“畅通”，作为后续GAT模型训练的参考依据。
2.1.2   特征影响力量化
为增强GAT对复杂交通的建模能力，设计由l层GAT堆叠而成的图神经网络结构，每层GAT通过注意力机制动态调整邻居路段间的影响权重，并通过该影响权重加权聚合邻居路段的特征信息，从而学习到新的路段特征表示。每层GAT中包含k头注意力机制，即将注意力机制并行执行k次，捕获邻居路段间多样化的影响关系，提高模型的稳定性和表达能力。模型训练及邻居路段间特征影响力量化过程如下：

1）特征影响力计算。对每层GAT中k头注意力机制分别初始化权重参数W，并将路段vi的特征矩阵Fi通过权重参数W映射为低维特征向量hi，如式（2）所示。随后，将路段vi映射后的特征向量hi与邻居路段vj映射后的特征向量hj按列拼接，通过可训练的权重向量将拼接后的特征向量映射为标量，再经LeakyReLU激活函数对负值进行适度压缩，使模型捕捉包括负面影响在内的路段相互影响关系，生成路段间特征影响力分数αij，如式（3）所示。

                              (2)

        (3)
式（3）中，hi为路段vi在第k头注意力机制中的特征表示，Ni为路段vi的邻居路段集合，αij为邻居路段vj对路段vi的特征影响力分数。

2）特征聚合。在第l层GAT的第k头注意力机制中，根据特征影响力分数对路段vi的邻居路段特征进行加权求和，得到聚合后的特征表示，为增强GAT对多维度特征的表达能力，将聚合后的路段特征通过非线性激活函数ELU进行变换，采用对正值保持线性响应，对负值施加指数衰减的方式引入非线性。随后，将第l层全部k头注意力机制的输出特征进行拼接得到路段vi的特征矩阵zi，如式（4）所示。

                 (4)

3）模型训练。为完成GAT的整体训练过程，将第l层聚合k头注意力机制的特征矩阵zi输入一个由权重矩阵Wout与偏置bout构成的前馈神经网络（Feed-Forward Neural Network，FFN），输出路段所属类别的预测概率，如式（5）所示。将预测结果结合路段初始标签矩阵L，计算交叉熵损失函数LCE，误差反向传播更新模型参数，直到在早停机制内达到模型性能最优，如式（6）所示。

               (5)

                       (6)




式（6）中，是路段运行状态的初始标签，为模型预测的概率分布，x为分类类别的数量，交叉熵损失函数LCE的目标是最小化与之间的差异，使得模型输出的预测概率与初始标签的分布尽可能接近。
4）模型输出。GAT训练完成后，将最后一次前向传播得到的路段特征向量作为最终运行状态特征表示；同时，将此时计算得到的邻居路段间的特征影响力αij，确定为路段间的最终特征影响力分数。GAT层结构如图2所示。



图2 GAT层结构


2.2 邻居路段间融合影响力测算
城市道路网络中，路段是否为关键路段不仅取决于其在网络中的拓扑结构，还取决于相邻路段在交通流时变特征中所体现的交互影响作用。因此，本文融合基于交通时变特征的特征影响力矩阵与基于拓扑结构的结构影响力矩阵构建融合影响力矩阵，以量化邻居路段间交通流交互能力，为关键路段识别提供重要判别依据。
1）特征影响力矩阵构建
在训练后的GAT中提取相邻路段间的特征影响力αij，按邻接关系排列后得到特征影响力矩阵M，其矩阵元素Mij表征路段vi与vj之间交通运行状态的影响强度，见式（7）。

       (7)
式（7）中，αij表示路段vj对vi交通运行状态的特征影响力，由前述GAT训练得到；δij表示路段间邻接关系，当路段vi与路段vj相邻时，δij=1，否则δij=0。
2）结构影响力矩阵构建

结构影响力矩阵旨在结合邻居路段拓扑结构信息，量化邻居路段间交通流的潜在传播能力。具体而言，基于某一路段的邻居路段数量确定该路段自身的度值，结合其邻居路段度值，测算邻居路段间结构影响力[25]。假设度为d的某个路段有f个邻居路段，邻居路段集合为{v1,v2,...,vf}，邻居路段的度分别为{d1,d2,...,df}，引入欧拉距离概念，则该路段对其度为di的邻居路段vi的结构影响力为，即在包含n个路段的城市道路网络G中，任意路段对其邻居路段的结构影响力矩阵S可表示为式（8）。

          (8)









式（8）中，、、分别表示路段v1、v2、vn的邻居路段、、的角标；、、分别为路段v1,v2,…,vn的邻居路段的度。
3）“特征-结构”融合影响力矩阵构建
在城市道路网络中，特征影响力矩阵M表示相邻路段间交通运行状态的影响程度，结构影响力矩阵S表示相邻路段间的交通流潜在传播能力。由于具有高度特征相似性的路段往往在路段容量与路段结构上也表现出相似性，因此，采用Hadamard逐元素相乘的方式，将两种影响力矩阵进行融合，得到“特征-结构”融合影响力矩阵B，如式（9）所示。

      (9)
2.3 关键路段识别
传统PageRank模型是一种基于网络结构的节点重要性评估方法，其核心思想为网络中每个节点将自身权重依据节点间转移概率分配给所有与其直接相连的出链节点，其中转移概率通常依据出链节点数假设为均匀且固定的常数[26]。在评估过程中，传统PageRank模型通过多次迭代更新节点权重，直至网络中所有节点权重达到稳态分布。在城市道路网络关键路段识别中，传统pagerank模型默认每个路段将其权重均匀分配给所有邻居路段。这种静态且均匀的分配方式无法反映城市道路网络中路段间复杂的影响关系。因此，为实现城市道路网络关键路段的精准识别，本文将融合路段特征影响力与结构影响力的“特征-结构”融合影响力矩阵B映射为转移概率矩阵P，将转移概率矩阵P代入PageRank迭代方程中计算路段关键度。设置各路段的初始权重为，第s次迭代后路段的关键度如式（10）所示。

               (10)



式（10）中，向量为PageRank模型多次迭代后达到的稳态分布，其中元素ri表示路段vi在城市道路网络中的关键度。P为转移概率矩阵，其元素Pij=Bij，即路段间权重的转移概率由邻居路段间的融合影响力确定。参数β为阻尼因子，通常设置为0.85，表示权重分配到直接相连的出链路段后继续向下分配的概率。为所有元素为1的n维向量。为确定各路段权重是否达到稳态分布，设置极小值，当时，停止迭代，对rs排序得到重要度递减的关键路段序列。
本文所构建基于图注意力网络的关键路段识别模型如图3所示。



图3  关键路段识别模型


3 基于级联失效的关键路段拥堵失效仿真




为科学评估关键路段拥堵失效对城市道路网络运行效率的影响，构建基于真实交通数据的路段级联失效“负载-容量”模型。根据城市道路网络设计道路拓扑层和交通流量层，道路拓扑层中节点代表路段、边表示路段间的实际连通关系，用以刻画道路网络的拓扑结构骨架；交通流量层中同样以路段为节点，但节点属性由实时交通流量负载与路段最大容量决定。在关键路段拥堵失效仿真中，设定拥堵阈值δ刻画路段对交通流量的承载能力，当某一路段的交通流饱和度达到或超过拥堵阈值时，该路段被视为拥堵失效，其部分交通流量将根据道路拓扑层的邻接关系转移至邻居路段。
3.1  初始负载与容量


城市道路网络中，路段vi的负载表征其在时段t的实际通行车辆数，路段vi的最大容量是基于道路工程设计规范确定的理论容量，依据不同道路等级设定，如式（11）所示。

[bookmark: OLE_LINK4][bookmark: OLE_LINK3]                         (11)


例如《城市道路工程设计规范》[27]（CJJ 37-2012）中，设计速度为60km/h的主干道基本通行能力为 1 800pcu/h。进一步地，路段vi在时段t时的状态由饱和度判定，若，则路段vi处于未失效状态，反之则进入拥堵失效状态，此时将根据邻居路段数量将路段vi的部分交通流量分配给各邻居路段。
3.2  关键路段拥堵失效仿真


当城市道路网络中关键路段vi的交通流饱和度达到或超过拥堵阈值时，该路段被判定为进入拥堵失效状态。此时，其部分超载交通流量[image: ]重分配至邻居路段，在分配过程中，首先需确定时段t时路段vi的邻居路段vk的剩余容量，如式（12）所示。

                           (12)
式（12）中，剩余容量Rk(t)为邻居路段vk在当前负载下考虑其容量限制的通行能力，其中，Ck为路段vk的理论容量，Lk(t)为其当前负载。
其次，为避免均匀分配导致低容量邻居路段瞬时过载，引入基于剩余容量的幂律权重分配策略见式（13）。

                                (13)

式（13）中，wk(t)为邻居路段vk的分配权重。θ为非线性调节因子，其作用在于放大高剩余容量路段的分配优先级。当时，路段vk的剩余容量Rk(t)与路段vi邻居路段总剩余容量的微小差异会被指数级放大，使得剩余容量较大的邻居路段承担更多分配流量。

在获得邻居路段的分配权重后，路段的超载流量ΔLi(t)按照上述权重分配至邻居路段vk，如式（14）所示。

                                            (14) 

                                          (15)

                                                      (16)
式（14）中，拥堵失效路段vi的超载流量△Li(t)按权重wk(t)分配至邻居路段vk，邻居路段vk新增负载为△Lk(t)。分配后邻居路段vk的负载更新为Lk(t+1)，由邻居路段vk的负载与新增负载△Lk(t)求和得到，如式（15）所示。此时若满足式（16），则路段vk被标记为拥堵失效路段并进行下一轮基于路段vk的超载交通流重分配，关键路段级联失效仿真过程如图4所示。



图4 城市道路网络关键路段级联失效过程


3.3  城市道路网络效率评价指标
为模拟关键路段拥堵失效对城市道路网络效率的影响过程，本文基于级联失效进行关键路段拥堵失效仿真，在仿真过程中按照路段关键性序列依次模拟路段拥堵失效。通过网络效率Ef和失效连边比Rfail等指标，评估不同方法所识别的关键路段拥堵失效对路网运行效率的冲击程度，在相同失效路段数条件下，网络效率降幅越大，表明所识别关键路段对路网运行效率的影响越显著，从而反映各方法在不同交通情境下关键路段识别的准确性与有效性。
1）城市道路网络效率Ef
[bookmark: OLE_LINK73]网络效率一般反映的是整个网络的传输效率，网络效率值越大，传输难易程度越低，传输效率越高，可以用来衡量网络性能[28]。在本文中，城市道路网络效率Ef被定义为路网中所有可达路段对之间最短路径长度倒数的平均值，如式（17）所示。城市道路网络效率Ef的数值越高，说明路网结构更有利于交通流的高效流通。

                         (17)
式（17）中，n为城市道路网络中路段总数，dij表示路段vi到路段vj间的最短路径长度。
[bookmark: OLE_LINK64]2）失效连边比（Rfail）
[bookmark: OLE_LINK31]失效连边比Rfail表示城市道路网络中因故障或蓄意攻击而失去交通功能的连边数量占总连边数的比例，该指标直接反映城市道路网络结构的受损程度，如式（18）所示。失效连边比Rfail越高，城市道路网络连通性越弱。

                           (18)
式（18）中，Mfail为城市道路网络中失去交通功能的连边数，Mtotal为城市道路网络中的总边数。
4 实例分析
4.1  研究区域
本文选取深圳市福田区部分道路网络作为研究区域。福田区作为深圳的中心商务区，路网运行压力显著，尤其在高峰期间交通负荷集中，具备典型的时空演化特征，因而具有较强的研究代表性。为更准确识别城市道路网络关键路段，本文选取深圳市福田区工作日交通流数据开展分析，研究区域如图5所示。
[image: 研究区域]
图5 研究区域图
研究区域内城市道路网络拓扑结构指标如表1所示。

表1 深圳市福田区城市道路网络拓扑结构特征
	特征指标
	定义
	取值

	路段数
	网络中的路段数量
	138

	连边数
	路段间实际连接关系
	224

	平均度数
	每条路段的平均邻居路段数
	3.25

	平均路径长度
	任意两路段平均最短路径长度
	6.92

	直径
	任意两连通路段最长路径长度
	17

	连通性
	任意两个路段之间是否存在路径
	是




4.2  图注意力网络结构及训练参数
本文基于深圳市福田区工作日交通数据，通过路段运行状态分类任务训练双层GAT模型，利用GAT中注意力机制测算路段间特征影响力，实现关键路段识别。在实例中，模型输入为福田区道路网络中各路段初始特征向量，涵盖平均通行速度、平均通行车辆数等8个维度，将初始特征向量输入至首层GAT。该层设置4头注意力机制，每头注意力机制输出维度为64，因此维度拼接后首层GAT对于单个路段的输出为总维度256的特征向量。随后，将首层GAT的输出作为第二层GAT的输入，维度为256。为控制参数规模并提升特征表达的凝练程度，第二层GAT仅设置一头注意力机制，输出维度为64的路段特征向量。最后，使用FFN将单个路段的64维特征映射至“阻塞”“拥挤”和“畅通”三类运行状态，完成路段运行状态分类任务，并从中提取训练后的路段间特征影响力分数。双层GAT模型结构参数如表2所示。


表2 双层图注意力网络结构参数
	层级
	结构
	维度参数

	第一层 GAT
	输入维度
	8

	
	注意力头数
	4

	
	输出维度
	256

	第二层 GAT
	输入维度
	256

	
	注意力头数
	1

	
	输出维度
	64

	前馈神经网络（FFN）
	输入维度
	64

	
	输出维度
	3




在对深圳市福田区城市道路网络数据进行建模分析时，双层GAT模型使用交叉熵损失函数进行训练，该函数能够有效处理多类别分类问题并优化模型训练精度。模型训练过程中选择Adam优化器，批次大小设置为32。同时设置优化器（Adam）的梯度更新步长为0.001，确保模型在训练过程中逐步收敛。最后，训练轮数设定为200轮，当交叉熵损失在连续10轮训练中无明显下降时，提前终止训练过程。
4.3  结果与讨论
4.3.1   城市道路网络关键路段识别结果
为验证GAT-KSI模型关键路段识别的有效性，本文将该模型高峰时段关键路段识别结果与度排序、介数中心性排序、传统PageRank模型、引力模型四种基线方法进行对比，各方法的前20名关键路段排名结果如表3所示。
表3 五种方法关键路段排序结果
	路段排名
	GAT-KSI模型
	度排序
	介数中心性排序
	传统PageRank模型
	引力模型

	
	路段号
	路段号
	路段号
	路段号
	路段号

	1
	70
	22
	24
	70
	22

	2
	92
	23
	25
	92
	34

	3
	120
	25
	35
	120
	91

	4
	68
	32
	96
	2
	23

	5
	85
	34
	23
	68
	35

	6
	7
	35
	107
	85
	7

	7
	69
	96
	34
	69
	81

	8
	43
	107
	7
	7
	107

	9
	2
	7
	108
	131
	131

	10
	48
	24
	22
	43
	114

	11
	49
	31
	109
	61
	33

	12
	50
	33
	110
	50
	21

	13
	35
	74
	94
	49
	25

	14
	131
	76
	5
	48
	31

	15
	61
	85
	115
	11
	73

	16
	44
	86
	32
	81
	32

	17
	23
	91
	33
	80
	115

	18
	24
	94
	125
	84
	95

	19
	81
	103
	12
	91
	113

	20
	91
	108
	114
	130
	65





由表3可知，度排序与介数中心性排序方法在前20名关键路段排序中具有较高重合度，如路段24、25、35、107等路段均出现于两者排名前列，说明二者对城市道路网络拓扑结构中关键路段的识别结果具有一致性。引力模型在路段拓扑结构基础上引入了交通流量要素，识别结果与度排序、介数中心性排序结果部分相似，但整体排名顺序差异明显，反映出其对高流量、高连通路段的共同关注。相比之下，GAT-KSI模型识别出的关键路段与上述三种方法存在显著差异，如GAT-KSI模型识别出的前三名关键路段70、92、120，均未出现在其他三种方法的前列，说明其识别结果未直接依赖网络结构或交通流量等单一指标。另外，GAT-KSI模型与传统PageRank模型识别出的前三名关键路段均为70、92、120，但从第4名开始，路段排名逐渐出现较大差异。这是因为GAT-KSI模型与传统PageRank模型均基于路段间权重分配实现路段关键性度量，传统PageRank模型采用固定的转移概率，默认每个路段将权重均匀分配至所有邻居路段，未能区分实际交通流中路段间的差异性影响。而GAT-KSI模型引入了图注意力机制，构建融合交通时变特征和拓扑结构的“特征–结构”融合影响力，并将其映射为转移概率，从而更细致地反映路段间的实际影响关系。这一差异使得两者在前三名关键路段识别结果存在相似性的基础上，后续排名逐渐分化。
[bookmark: OLE_LINK13]4.3.2   不同拥堵阈值条件下城市道路网络关键路段拥堵失效仿真
为研究城市道路网络在不同拥堵阈值条件下的运行特性，并为后续关键路段识别模型效果对比提供参数选取依据，本文设计基于不同拥堵阈值δ的关键路段拥堵失效仿真实验。以福田区城市道路网络（含138条路段）为对象，模拟在蓄意攻击情境下网络效率Ef与失效连边比Rfail随攻击过程的演化轨迹，仿真结果如图6所示。



图6 不同拥堵阈值下城市道路网络效率与失效连边比演变规律


[bookmark: OLE_LINK65][bookmark: OLE_LINK66]由图6可见，城市道路网络的初始效率随着拥堵阈值的升高而提升，且在较高拥堵阈值条件下，单条路段发生拥堵失效对整体路网效率的冲击更为显著。具体表现为：δ=0.4时城市道路网络效率初始值为2.52×10−3，而当δ=1时，城市道路网络初始效率为1.17×10−2，表明低拥堵阈值条件下城市道路网络效率处于较低水平。当前20条关键路段拥堵失效时，δ=0.6条件下的城市道路网络效率下降幅度为18%，而δ≥0.8时城市道路网络效率下降幅度超过50%，表明高拥堵阈值条件下，路段拥堵失效对路网效率的冲击更为显著。若以网络效率小于等于10−3作为城市道路网络失效的临界点，δ=0.6时53条路段拥堵失效即导致城市道路网络达到失效临界点，而δ=1时77条路段拥堵失效城市道路网络效率才到达同一水平。相对应地，拥堵阈值δ从0.4提升至1，城市道路网络失效连边比达到95%时的拥堵失效路段数从60提升至87，表明随着拥堵阈值δ的升高，城市道路网络在面对关键路段拥堵失效时具备更强的效率维持能力。在路段拥堵失效进程中，城市道路网络效率曲线下的累计面积进一步量化了这一差异，拥堵阈值δ从0.4增长至1，可使城市道路网络在整个拥堵失效仿真周期内累计效率从0.159增加至0.331，提升约2.1倍，表明高拥堵阈值条件下，城市道路网络在关键路段拥堵失效过程中能够维持更高水平的整体运行效率。
仿真结果表明，在低拥堵阈值条件下，路段在低负载时即进入拥堵失效状态，路网整体可容纳交通流量降低，关键路段失效后冗余交通流的再分配幅度受邻居路段可容纳交通流限制。因此，在拥堵失效路段数相同的情况下，较低的拥堵阈值使城市道路网络效率衰减相对平缓。而在高拥堵阈值条件下，路网整体可容纳交通流升高，关键路段拥堵失效后，其冗余交通流更大程度地向邻居路段再分配，因此城市道路网络效率在前期少量关键路段拥堵失效时即有大幅度降低。
4.3.3   关键路段识别模型效果评估与对比分析
为评估GAT-KSI模型关键路段识别结果的有效性，依据其与度排序、介数中心性排序、传统PageRank模型、引力模型的识别结果进行路段拥堵失效仿真分析。为确保不同排序方法的差异可被有效辨识，需先确定合理的拥堵阈值。通过不同拥堵阈值条件下城市道路网络关键路段拥堵失效仿真发现，拥堵阈值δ取0.4-1.0时网络效率呈现出明显的阈值区分特征，δ<0.8时，网络效率初值明显偏低，导致各方法间退化曲线的差异难以区分；δ>0.8时因路段过载容忍度过高，降低了不同排序方法下路段拥堵失效级联传播过程的辨识力。基于此，本文选择δ=0.8作为对比实验的固定拥堵阈值，仿真结果如图7所示。




图7 不同方法下城市道路网络效率与失效连边比演变


[bookmark: OLE_LINK32]由图7可见，依据不同方法的识别结果进行关键路段拥堵失效仿真，GAT-KSI模型在城市道路网络性能削弱方面表现最优，尤其在拥堵失效过程的中前期阶段展现出显著优势。当GAT-KSI模型识别结果中前20条关键路段拥堵失效时，城市道路网络效率从初始值下降至3.93×10−3，相对跌幅55.9%，度排序、介数中心性排序、传统PageRank模型与引力模型等基线方法在各自识别结果中排名前20的关键路段拥堵失效时，网络效率仅下降20%~43.9%。同时，GAT-KSI模型在前20条关键路段拥堵失效时，城市道路网络失效连边比达81.25%，在各模型中亦居于首位。当拥堵失效路段数增长至30条路段时，GAT-KSI模型的优势进一步放大，此时其对应的城市道路网络效率为3.27×10−3，较传统PageRank模型与介数中心性排序等基线方法低约15%~42%，表明GAT-KSI模型所识别的关键路段拥堵失效对路网效率的整体影响更大；若以网络效率小于等于3×10−3作为城市道路网络失效的临界点，GAT-KSI模型在36条路段拥堵失效时便触及这一临界值，而其他模型则需39至59条路段拥堵失效时才会到达同一水平，表明GAT-KSI模型所识别的关键路段拥堵失效，能够更早将城市道路网络性能降到较低水平。对整个仿真过程进行分析，GAT-KSI模型在仿真周期内城市道路网络效率曲线下的累计面积为0.241，较介数中心性排序与度排序分别降低27%与22%，表明其在整个仿真过程中对城市道路网络造成的总效率损失最大。
综上，固定拥堵阈值δ=0.8的对比实验表明，本文提出的GAT-KSI模型所识别的关键路段，能够在最小的失效规模内实现最大的网络效率衰减，并在随后的级联进程中保持失效连边比的领先，其对城市道路网络性能的削弱效果优于度排序、介数中心性排序、传统PageRank模型及引力模型等基线方法，表明GAT-KSI模型所识别的关键路段对城市道路网络运行效率具有更高影响力。
4.3.4   不同交通时段下关键路段识别效果分析
为进一步检验GAT-KSI模型在不同交通时段下的关键路段识别能力，在完成高峰时段关键路段识别的基础上，引入平峰时段交通数据识别关键路段排序。在固定拥堵阈值δ=0.8的条件下，基于不同时段交通数据开展关键路段识别结果的拥堵失效仿真分析，仿真结果如图8所示。
GAT-KSI模型在高峰和平峰两个时段下所识别出的关键路段，均在拥堵失效仿真中引发了城市道路网络效率的持续下降，验证了该模型在不同交通时段下关键路段识别结果的稳定性与有效性。初始状态下，平峰时段道路网络效率为9.88×10⁻³，高于高峰时段的8.92×10⁻³，表明平峰时段路段负载较低时，城市道路网络具备更强的通行能力。仿真过程中，高峰与平峰时段网络效率的最大差值为0.001 3，平均差值为0.000 36，而失效连边比的最大差值为0.035 7，平均差值为0.012 8，进一步表明两时段在关键路段拥堵失效过程中存在一定程度的量值差异。同时，高峰与平峰时段城市道路网络效率均呈现规律性衰减，高峰时段第16条关键路段拥堵失效时网络效率跌破初始值的50%，平峰时段在第20条路段拥堵失效时即达到同一水平，表明GAT-KSI模型能够准确识别出对城市道路网络效率具有显著影响力的关键路段，并在不同时段内展现出一致的作用机制。若以网络效率低于3×10⁻³作为城市道路网络失效的临界点，高峰和平峰时段城市道路网络分别在第35与第44条关键路段失效时达到该临界值，表明GAT-KSI模型识别出的关键路段在不同交通情境下，均能够引起城市道路网络性能的快速下降。此外，GAT-KSI模型识别结果中前20条关键路段拥堵失效后高峰时段城市道路网络失效连边比的平均值为0.754，平峰时段为0.734，进一步表明模型所识别的关键路段拥堵失效能够引发广泛的级联效应。
综上，GAT-KSI模型在高峰时段与平峰时段两种交通情境下均能识别出对城市道路网络运行效率具有高影响力的关键路段。同时，关键路段拥堵失效仿真中高峰与平峰时段的差异化表现可为分时段交通治理提供精细化支撑。在高峰时段，应优先围绕模型识别出的关键路段实施临时信号优先、动态分流与警示诱导，以抑制级联起始；在平峰时段，可将有限的管控资源转向维护具有较高冗余容量的次关键路段，避免因偶发事件削弱城市道路网络性能。




图8 不同时段下城市道路网络效率与失效连边比演变


5 结论
本文聚焦城市道路网络关键路段识别问题，构建了基于图注意力网络的关键路段识别模型（GAT-KSI），旨在突破传统静态拓扑方法忽视交通流时空异质性、现有深度学习模型对邻居路段交互不敏感且过度依赖特征工程等局限。基于深圳市福田区交通数据，设计基于级联失效的关键路段拥堵失效仿真，评估关键路段拥堵失效对城市道路网络性能的影响，验证所提模型的识别精度与在多种交通情境下的适用性，得出以下结论：
1）路段交通流承载能力显著影响城市道路网络的抗干扰能力。通过不同拥堵阈值条件下开展关键路段拥堵失效仿真发现，网络初始效率随拥堵阈值升高而提升，高拥堵阈值情境下的城市道路网络交通流承载能力更高、可达性更强，但相应的关键路段拥堵失效后对城市道路网络整体性能冲击更剧烈，揭示路段交通流承载能力是影响城市道路网络稳定性的重要因素。
2）GAT-KSI模型的关键路段识别精度优于基线方法。对比度排序、介数中心性排序、传统PageRank模型及引力模型等方法，在同一拥堵阈值下进行关键路段拥堵失效仿真。结果表明，高峰、平峰时段GAT-KSI模型识别结果中前20条关键路段拥堵失效分别导致城市道路网络效率下降55.9%和50.0%，显著优于对比方法，表明该模型识别的关键路段失效对路网影响更显著，验证了其对高影响力关键路段的精准识别。
3）GAT-KSI模型在不同交通时段下均表现出良好的关键路段识别能力。实例分析结果表明，GAT-KSI模型在高峰时段识别出的前16条关键路段拥堵失效即可导致网络效率下降至50%，而平峰时段也在前20条关键路段拥堵失效时网络效率下降至同一水平。体现出模型在城市道路网络高峰与平峰两个典型交通情境下，所识别的关键路段拥堵失效均能引发城市道路网络效率的迅速衰减，验证了模型关键路段识别能力的稳定性。
综上，本文提出的关键路段识别模型能够识别出对城市道路网络运行效率具有高影响力的关键路段。同时该模型在交通流量控制、拥堵管理与应急响应中具有应用潜力。通过精准识别关键路段，可针对性优化交通协调，在高峰时段或灾害场景通过早期流量隔离等管理手段延缓触发关键路段拥堵阈值，避免城市道路网络迅速崩溃；在平峰时段或大型活动场景通过调整信号灯配时等管理手段使部分非关键路段承载更多交通流，以保障主干道畅通。然而，本文仍存在一定局限。当前模型主要依赖历史数据，在应对突发事件时存在响应滞后问题；同时，尚未充分融合社交媒体信息、道路施工计划等多源异构数据，限制了对隐性关键路段的动态识别能力，未来研究可聚焦于实现实时自适应关键路段识别。
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