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[bookmark: 中文摘要_2]摘  要：综合管廊投资估算的快速准确确定对成本优化至关重要。针对当前综合管廊投资估算方法单一、准确率低、模型泛化性能差的问题，本文提出了一种通用的基于机器学习和数据驱动的综合管廊投资估算模型。首先，选择影响综合管廊投资估算的6个因素作为模型的输入变量，建立了包含98个样本的数据集。其次，基于开展的数据预处理结果，在特征重要性分析的基础上构建了9种特征组合。再次，建立了5种基于机器学习方法的投资估算模型，开展基于Optuna的模型超参数优化。最后，基于模型性能评估获得了最优的模型Optuna-XGB，R2值为0.843，其预测偏差率为5.63%-6.50%,，反映了本文模型较高的预测精度。
[bookmark: 中文关键词_2]关键词：综合管廊；机器学习；数据驱动；投资估算模型
[bookmark: 中图分类号_1][bookmark: 文献标志码_1]中图分类号：TU990.3  文献标志码：A
[bookmark: 文章编号_1]文章编号：
[bookmark: 正文段落_2]相比传统管线直埋敷设，综合管廊建设成本较高，根据相关文献[1-8]，我国2016年后建成的116个综合管廊项目的单舱室单公里建设投资（工程费用、工程建设其他费和预备费之和）平均为4126.26万元，如图1所示。随着我国经济进入新常态，成本优化研究已成为综合管廊项目立项的“必修课”。在工程前期阶段，快速准确确定综合管廊投资估算对成本优化及投资决策至关重要。当前工程投资估算方法以指标估算法及定额估算法为主，前者主要基于已建相似工程进行简单线性估算，计算较为粗略，估算误差大多在20%以上，后者存在定额的滞后性和静态性、计算复杂、花费时间较长等问题[9, 10]。
[bookmark: 正文段落_4]近年来随着大数据、人工智能等信息化技术的迅猛发展，以及工程投资数据库的不断完善，基于机器学习和数据驱动的工程投资估算预测研究已成为热点[11-17]。李芊[6, 18]基于16条造价样本，开展了基于支持向量机的综合管廊投资预测研究。胡庆国[19]基于31组数据，开展了基于遗传算法与BP（Back Propagation）神经网络耦合模型的综合管廊投资预测研究。宋金华等[10]利用29个样本，提出了基于最小二乘支持向量机的综合管廊投资估算预测模型。然而，当前基于机器学习的综合管廊投资估算研究数据少，样本规模小，方法单一，未对比多算法性能，缺乏超参数优化，未系统分析特征组合与预处理方法对模型的影响，导致现有综合管廊投资估算模型的准确率低、泛化性能差，在实际应用中预测偏差大，无法满足工程实践的需要，亟需建立基于机器学习和数据驱动的综合管廊投资估算模型，并开发数据、算法与模型优化等方面训练策略以提升模型性能。
[bookmark: 正文段落_6]基于以上问题，本文拟构建“数据采集-数据预处理-特征工程-多算法对比-超参数优化-性能评估-模型应用”的完整模型构建方法：基于98个样本数据集，利用5种机器学习方法建模，获得数据预处理方法、特征工程和超参数优化对模型性能的影响，得到最优的投资估算模型，基于两个项目中的应用结果验证本文模型的准确性与可靠性。
[bookmark: 嵌入式图形_1][image: ]
[bookmark: 中文图序_1][bookmark: 中文图题_1]图 1我国2016年后建成的综合管廊项目单舱室单公里建设投资分布图
[bookmark: 一级标题序号_2][bookmark: 一级标题_4]1  综合管廊投资估算模型构建机理
[bookmark: 正文段落_8]在构建综合管廊投资估算模型时，遵循“数据采集-处理-分析-应用”的数据驱动核心逻辑，构建包括数据层、特征层、算法层、验证层的四方面技术体系。基于机器学习和数据驱动的综合管廊投资估算模型构建机理，如图2所示。首先是构建综合管廊投资估算的数据集，并开展数据预处理。其次是开展特征重要性分析，并进行特征组合优化。再次是基于机器学习算法针对训练样本开展模型构建，并开展模型超参数优化。最后是在基于测试样本开展模型性能评估的基础上确定最优模型，并开展模型在实际项目上的应用工作。
[bookmark: 嵌入式图形_2][image: ]
[bookmark: 中文图序_2][bookmark: 中文图题_2]图2 机器学习和数据驱动的综合管廊投资估算模型
[bookmark: 一级标题序号_3][bookmark: 一级标题_6]2  综合管廊投资估算模型构建
[bookmark: 二级标题序号_4][bookmark: 二级标题_2]2.1  数据集构建及数据预处理
[bookmark: 正文段落_10]数据驱动的基础首先是需要构建足够数量的数据集，并选择合适的数据预处理方法。根据有关研究[16]，考虑到土建工程费在综合管廊工程投资中占比达68%，且其余费用与其相关性强，本文将土建工程费作为输出变量，同时选取影响综合管廊投资估算的6大关键因素（管廊长度、舱室数量、开挖深度、断面尺寸、施工工法、建设城市）为输入变量。多渠道搜集形成了国内98个综合管廊土建工程投资估算样本的数据集，具体数据集分布情况见文献[16]。该数据集规模是同类研究的3-6倍，通过规模化样本支撑数据驱动的建模逻辑，为机器学习算法挖掘输入变量与土建工程费之间的非线性关系提供了坚实基础。
[bookmark: 正文段落_12]由于数据集中各特征指标量纲存在差异，直接输入模型会影响训练效果，因此需对数据进行预处理以消除量纲影响。本文使用常用的3种数据预处理方法即Min-Max归一化、Z-Score标准化、RobustScaler方法，计算公式分别如公式（1）-（3）所示。模型性能评估部分将通过对比分析不同方法下的R²值，确定最优的数据预处理方法，以提升数据驱动模型的预测准确性。
[bookmark: 公式_2]		（1）
[bookmark: 公式_4]		（2）
[bookmark: 公式_6]		（3）
[bookmark: 正文段落_35]式中：表示Min-Max归一化后的值，表示的最小值，表示的最大值；是Z-Score标准化后的值，是数据的均值，是数据的标准差；是RobustScaler方法预处理后的值，是的中位数；表示的第75个百分位数（上四分位数），是的第25个百分位数（下四分位数）。
[bookmark: 二级标题序号_5][bookmark: 二级标题_4]2.2  特征重要性分析及特征组合优化
[bookmark: 正文段落_14]数据驱动的核心在于从数据中提取有效信息。在完成数据集构建与预处理后，本节聚焦特征工程环节，通过统计分析与算法挖掘，筛选对土建工程费预测起决定性作用的特征组合。本节首先分析6个输入变量与土建工程费的皮尔逊相关关系，计算结果如图3所示。皮尔逊相关系数取值范围为[-1，1]，取负值时表示变量负相关。结果表明，管廊长度与土建工程费的相关性最好，皮尔逊相关系数为0.816，其次为断面尺寸、舱室数量，皮尔逊相关系数分别为0.356和0.350，开挖深度、施工工法、建设城市这三个特征与土建工程费相关性较低，皮尔逊相关系数绝对值均低于0.01。Catboost回归（Categorical Boosting, CA）、梯度提升树（Gradient Boosting Decision Tree, GB）、决策树（Decision Tree, DT）、极限梯度提升算法（eXtreme Gradient Boosting, XGB）4种机器学习算法的特征重要性如图 4和表 1所示。管廊长度、舱室数量、断面尺寸、施工工法、建设城市、开挖深度的特征重要性平均值分别为0.482、0.203、0.156、0.099、0.035、0.025。
[bookmark: 正文段落_16]基于上述分析结果，以单变量分析中皮尔逊相关系数（≥0.3）和算法特征重要性均值（≥0.15）为基准，将“管廊长度、舱室数量、断面尺寸”作为核心特征，“施工工法、建设城市、开挖深度”作为次要特征，构建了9组特征组合进行模型性能对比分析，如表2所示。模型性能评估部分将具体分析9组特征组合对模型性能的影响，并确定出最优的特征组合。
[bookmark: 嵌入式图形_3][image: F:\03 论文-专利-书\03  论文\14  造价预测-机器学习\5 数据及处理\00 数据及计算代码\特征数据分布及重要性、相关性分析\各特征与土建工程费的相关关系\特征与土建工程费的皮尔逊相关系数.jpg]
[bookmark: 中文图序_3][bookmark: 中文图题_3]图3 各特征指标与土建工程费的皮尔逊相关系数
[bookmark: 嵌入式图形_4][image: F:\03 论文-专利-书\03  论文\14  造价预测-机器学习\3 小论文写作\小论文2\不同算法特征重要性.jpg]
[bookmark: 中文图序_4][bookmark: 中文图题_4]图4  不同算法模型的特征重要性分布
[bookmark: 中文表序_1][bookmark: 中文表题_2]表 1  不同算法模型的特征重要性
	[bookmark: 表格_1] 算法
特征
	CA
	GB
	DT
	XGB
	平均值

	管廊长度
	0.563
	0.501
	0.488
	0.376
	0.482

	舱室数量
	0.093
	0.093
	0.360
	0.266
	0.203

	开挖深度
	0.026
	0.016
	0.021
	0.037
	0.025

	断面尺寸
	0.144
	0.275
	0.065
	0.141
	0.156

	施工工法
	0.145
	0.112
	0.063
	0.074
	0.099

	建设城市
	0.029
	0.003
	0.003
	0.105
	0.035


[bookmark: 中文表序_2][bookmark: 中文表题_4]表2  9种不同的特征组合
	[bookmark: 表格_2]特征组合
	管廊长度
	舱室数量
	开挖深度
	断面尺寸
	施工工法
	建设城市
	组合类型

	F-1
	√
	√
	√
	√
	√
	√
	全特征组合

	F-2
	√
	×
	√
	√
	√
	√
	剔除核心特征（舱室数量）

	F-3
	√
	√
	√
	×
	√
	√
	剔除核心特征（断面尺寸）

	F-4
	√
	√
	×
	√
	√
	×
	剔除次要特征（开挖深度、建设城市）

	F-5
	√
	√
	√
	×
	√
	×
	剔除核心特征（断面尺寸）、剔除次要特征（建设城市）

	F-6
	√
	×
	√
	√
	√
	×
	剔除核心特征（舱室数量）、剔除次要特征（建设城市）

	F-7
	√
	√
	×
	√
	×
	×
	全部核心特征组合

	F-8
	√
	√
	×
	×
	×
	×
	部分核心特征组合（管廊长度、舱室数量）

	F-9
	√
	×
	×
	√
	×
	×
	部分核心特征组合（管廊长度、断面尺寸）



[bookmark: 二级标题序号_6][bookmark: 二级标题_6]2.3  基于机器学习的模型构建及超参数优化
[bookmark: 正文段落_18]考虑到综合管廊土建工程费投资估算问题的非线性特征，本文引入具有强大非线性拟合能力的机器学习算法，以提升投资估算预测的准确性。根据“没有免费的午餐”定理，算法的性能因问题和数据而异，单一算法无法普适所有应用场景，需针对具体问题对比多种机器学习算法计算结果来确定最优算法。本文在将数据集按照7:3比例随机划分为训练样本和测试样本的基础上，基于训练样本采用DT、XGB、GB、CA、K-近邻（K-Nearest Neighbors, KNN）共5种经典机器学习算法构建综合管廊投资估算模型。此外，每种机器学习算法模型往往存在较多超参数，使用模型默认的超参数组合难以确保算法模型性能最优，需通过在超参数空间寻优的方式，找到使模型性能最优的超参数组合。对此，本文采用基于贝叶斯的Optuna算法开展模型超参数优化，分别构建基于模型默认超参数与Optuna优化超参数的模型，并以R²作为评估指标，量化评估超参数优化对模型性能的提升效果。
[bookmark: 一级标题序号_7][bookmark: 一级标题_8]3  综合管廊投资估算模型性能评估
[bookmark: 二级标题序号_8][bookmark: 二级标题_8]3.1  模型性能评估指标
[bookmark: 正文段落_20]本文采用确定系数(Coefficient of determination, )计算测试样本的预测值与实际值的差异，以评估不同模型的泛化性能，值越大，模型的泛化性能越好，其具体计算如公式（4）所示：
[bookmark: 嵌入式图形_5]
[bookmark: 正文段落_22]式中，为实际值，为预测值，为实际值的均值，为测试集样本数。
[bookmark: 二级标题序号_9][bookmark: 二级标题_10]3.2  模型性能评估
[bookmark: 正文段落_24]本节主要通过采用控制变量法，基于R2值来对比3种预处理方法时的模型性能，从而确定模型最优的数据预处理方法；同时通过对比9种特征组合下模型的R2值，以确定最优的特征组合；并通过对比未超参数优化与Optuna优化时模型性能的差别，从而获得Optuna算法的功效，模型关键环节功效验证分析情况如图5所示。
[image: ]
[bookmark: 中文图序_5][bookmark: 中文图题_5]图5 模型关键环节功效验证分析逻辑图
[bookmark: 三级标题序号_10][bookmark: 三级标题_2]3.2.1  最优数据预处理方法分析
[bookmark: 正文段落_26]为确定出最优的数据预处理方法，对分别使用Min-Max归一化、Z-Score标准化、RobustScaler方法时，5种算法模型基于F-1特征组合的预测结果进行了分析，计算时各算法模型的超参数均采用默认值，即不进行超参数优化，计算结果如图 6所示。结果表明，DT、GB、CA这3种算法模型不受数据预处理方法的影响。XGB算法模型采用Min-Max归一化、RobustScaler方法时的R2值相同，较采用Z-Score标准化时的R2值高约85%。KNN算法模型采用RobustScaler方法时R2值最大，为0.559，较采用Z-Score标准化、Min-Max归一化时的结果分别高约5%、85%。由此表明，对5种算法模型来说，RobustScaler方法均是最优的数据预处理方法。
[bookmark: 嵌入式图形_7][image: ]
[bookmark: 中文图序_6][bookmark: 中文图题_6]图 6 采用不同数据预处理方法时，5种算法模型的R2分布情况
[bookmark: 三级标题序号_11][bookmark: 三级标题_4]3.2.2  最优特征组合筛选分析
[bookmark: 正文段落_28]5种算法模型在采用9种特征组合时的R2值，如图 7、表 3所示。在计算时，数据预处理采用RobustScaler方法，各模型的超参数均采用默认值，即不进行超参数优化。结果表明，在特征组合F-1时，5种算法模型的R2均值最大，为0.623，F-1特征组合为最优特征组合。XGB算法模型性能最好，在采用9种特征组合时其R2均值为0.705，远大于其余4种算法模型的R2均值。对于XGB算法模型，在采用F-8特征组合时，模型的R2值最大，为0.825，F-8特征组合为XGB算法模型的最优特征组合。
[bookmark: 中文表序_3][bookmark: 中文表题_6]表 3  各算法模型在采用9种特征组合时的R2值
	[bookmark: 表格_3]         算法
特征组合
	DT
	XGB
	KNN
	GB
	CA
	算法均值

	F-1
	0.637
	0.737
	0.559
	0.633
	0.547
	0.623

	F-2
	0.597
	0.611
	0.544
	0.643
	0.523
	0.584

	F-3
	0.270
	0.706
	0.555
	0.527
	0.472
	0.506

	F-4
	0.539
	0.745
	0.568
	0.581
	0.558
	0.598

	F-5
	0.271
	0.689
	0.556
	0.585
	0.579
	0.536

	F-6
	0.597
	0.617
	0.398
	0.638
	0.591
	0.568

	F-7
	0.184
	0.809
	0.547
	0.512
	0.503
	0.511

	F-8
	0.243
	0.825
	0.549
	0.323
	0.541
	0.496

	F-9
	0.581
	0.606
	0.544
	0.599
	0.591
	0.584

	特征均值
	0.435
	0.705
	0.536
	0.560
	0.545
	-



[bookmark: 嵌入式图形_8][image: ]
[bookmark: 中文图序_7][bookmark: 中文图题_7]图 7  5种算法模型采用9种不同特征组合时的R2分布情况
[bookmark: 三级标题序号_12][bookmark: 三级标题_6]3.2.3  Optuna优化算法性能分析
[bookmark: 正文段落_30]本节研究Optuna算法对模型性能的优化效果，计算时采用F-1特征组合、RobustScaler数据预处理方法，5种算法模型超参数优化情况如表4所示。Optuna超参数优化和未优化的R2值对比情况，如图 8所示。结果表明，Optuna超参数优化的模型中，Optuna-XGB算法模型的R2值为最大，达到0.843，为最优的预测模型。相比不进行超参数优化，Optuna优化算法对5种算法模型性能提升了3.5%-40.4%，其中对CA算法模型性能的提升效果最好，提升了40.4%。
[bookmark: 中文表序_4][bookmark: 中文表题_8]表4  5种算法模型超参数优化情况
	[bookmark: 表格_4]模型
	优化的超参数
	取值范围
	最优超参数

	DT
	max_depth
	[2, 20]
	17

	
	min_samples_split
	[2, 10]
	3

	XGB
	max_depth
	[3, 20]
	8

	
	learning_rate
	[0.01, 0.9]
	0.876

	
	n_estimators
	[100, 1200]
	467

	KNN
	n_neighbors
	[2, 5]
	2

	GB
	n_estimators
	[50, 2000]
	1100

	
	max_depth
	[1, 10]
	1

	CA
	iterations
	[20, 200]
	26

	
	depth
	[2, 10]
	3
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[bookmark: 正文段落_32]本文基于性能最好的Optuna-XGB算法模型，采用RobustScaler方法和F-1特征组合，开展北京市两个综合管廊的投资估算实证预测分析。预测所需的输入、输出变量数据及预测结果，如表5所示。结果表明，Optuna-XGB算法模型的预测偏差率分别是5.63%、6.50%，显著低于10%的偏差要求。
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数量
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	断面尺寸/m2
	施工
工法
	建设
城市
	土建工程投资估算/万元
	Optuna-XGB模型预测值/万元
	偏差率

	管廊1
	2500
	3
	7
	34.8
	钢板桩
	北京
	19460.6
	18364.5
	5.63%

	管廊2
	114
	3
	14
	38.57
	顶管
	北京
	4716.4
	4409.8
	6.50%
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[bookmark: 正文段落_34]本文构建了基于机器学习和数据驱动的综合管廊土建工程投资估算模型，并研究了数据预处理方法、特征组合、Optuna优化算法对模型功效的影响，结果表明，RobustScaler方法是最优的数据预处理方法，采用F-1特征组合时，5种算法模型的R2均值最大，为0.623，F-1为最优特征组合。相比不开展超参数优化，Optuna优化算法对模型性能的提升效果高达40.4%，Optuna-XGB算法模型是最优的模型，其R2值为最大，达到0.843，其预测偏差率为5.63%-6.50%。本文研究对支撑综合管廊成本优化及投资决策，确保综合管廊可持续发展意义重大。
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